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MONTHLY RAINFALL FORECAST IN THE MUNICIPALITY OF BARRA MANSA/RJ 
USING DEEP LEARNING TIME SERIES TECHNIQUES 

ABSTRACT 
 
Precipitation forecasting is essential for sectors such as 
water resources management and urban planning. In this 
study, a deep learning model was developed to predict 
rainfall in Brazilian cities, focusing on the municipality of 
Barra Mansa, Rio de Janeiro. Four neural network 
architectures were tested: FCN, Resnet, ResCNN and 
InceptionTime. Among them, FCN stood out significantly, 
presenting the lowest error rates and the best overall 

adjustment. The study highlights the ability of deep 
learning, especially through the FCN (Fully Convolutional 
Network - Segmented) architecture, to make accurate 
predictions and uncover hidden rainfall patterns. Such 
discoveries have great potential to improve rainfall 
forecasting systems and assist in decision-making in areas 
that require accurate climate information. 
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PREVISÃO DE PRECIPITAÇÃO MENSAL NO MUNICÍPIO DE BARRA MANSA/RJ 
USANDO TÉCNICAS DE DEEP LEARNING TIME SERIES 

RESUMO 
A previsão de precipitações é essencial para setores como 
gestão de recursos hídricos e planejamento urbano. 
Neste estudo, foi desenvolvido um modelo de 
aprendizagem profunda (deep learning) para prever 
chuvas em cidades brasileiras, com foco no município de 
Barra Mansa, Rio de Janeiro. Foram testadas quatro 
arquiteturas de redes neurais: FCN, Resnet, ResCNN e 
InceptionTime. Dentre elas, a FCN se destacou 
significativamente, apresentando os menores índices de 

erro e o melhor ajuste global. O estudo evidencia a 
capacidade da aprendizagem profunda, especialmente 
através da arquitetura FCN, em fazer previsões precisas e 
desvendar padrões ocultos das chuvas. Tais descobertas 
possuem grande potencial para aprimorar sistemas de 
previsão de chuvas e auxiliar na tomada de decisões em 
áreas que necessitam de informações climáticas 
acuradas.
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1 INTRODUÇÃO 

A previsão precisa e confiável das condições meteorológicas é essencial para diversos 
setores, desde agricultura e energia até gestão de recursos hídricos e prevenção de desastres 
naturais. Um dos aspectos fundamentais nesse processo é a previsão de precipitações, que 
desempenha um papel crucial na compreensão dos padrões climáticos e na tomada de decisões 
informadas (BABA et al., 2014). 

Neste contexto, a compreensão aprofundada do regime pluviométrico de uma região é 
essencial para a tomada de decisões estratégicas, especialmente em ambientes urbanos. Em 
particular, a capacidade de antecipar precipitações intensas e inundações torna-se uma 
ferramenta vital para a sociedade, permitindo a implementação de medidas preventivas e a 
redução significativa dos impactos negativos associados a eventos climáticos extremos (TAVARES 
DINIZ, 2013). Com o avanço das tecnologias de inteligência artificial, a aplicação de algoritmos de 
Aprendizagem de Máquina (Machine Learning) e Aprendizagem Profunda (Deep Learning) tem se 
mostrado uma abordagem promissora para melhorar a precisão das previsões de precipitações. 

As estações pluviométricas, responsáveis por medir e registrar a quantidade de chuvas em 
determinadas regiões, fornecem dados históricos valiosos para análises climáticas (INMET, 2011). 
No entanto, a interpretação desses registros pode ser um desafio complexo devido à natureza 
variável e não linear dos fenômenos meteorológicos (SILVA, et al., 2010). É neste cenário que a 
Aprendizagem Profunda se destaca, permitindo o desenvolvimento de modelos capazes de 
capturar padrões ocultos nos dados históricos e fornecer previsões mais precisas e confiáveis. 

As arquiteturas escolhidas para integrar os experimentos de aprendizado profundo são 
normalmente utilizadas para detecção de objetos e processamento de imagens. No entanto, elas 
apresentaram resultados notáveis ao serem aplicadas ao processamento de séries temporais, pois 
são classificadas como redes neurais convolucionais (CNN). Essa categoria é amplamente 
empregada no campo da classificação de séries temporais, muito possivelmente devido à sua 
robustez e ao baixo tempo de treinamento computacional em comparação com outras 
arquiteturas mais complexas (ISMAIL et al., 2019). 

A aprendizagem profunda, uma subárea da Aprendizagem de Máquina, envolve o uso de 
redes neurais artificiais profundas para aprender representações complexas dos dados. As redes 
neurais profundas, como redes neurais convolucionais (CNNs) e redes neurais recorrentes (RNNs), 
têm se mostrado particularmente eficazes na modelagem de sequências de dados temporais, 
como os registros históricos de estações pluviométricas. Essas redes são capazes de aprender 
padrões de longo prazo, capturando dependências temporais e espaciais nos dados, o que 
contribui para uma previsão mais precisa das precipitações (GU et al., 2019; SOUSA et al., 2017). 

Em um estudo, foi conduzida uma avaliação da simulação do comportamento hidrológico 
na bacia hidrográfica do Alto Canoas, localizada em Santa Catarina, utilizando redes neurais 
artificiais do tipo Multi Layer Perceptron (MLP). Foram explorados doze conjuntos de tratamentos 
que consistiam em diferentes combinações de variáveis, como precipitação, evapotranspiração e 
vazão, com o objetivo de determinar as variáveis mais adequadas para modelar a vazão. A MLP foi 
submetida a treinamento, utilizando uma parte dos dados de vazão observados. Além disso, as 
vazões foram simuladas em modo aberto e fechado durante o período de teste. O tratamento que 
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apresentou melhor desempenho utilizou a precipitação diária registrada em quatro estações 
pluviométricas, considerando um tempo de resposta de -2 dias, juntamente com a vazão simulada 
do dia anterior. Embora o valor do erro médio quadrático tenha sido baixo, observou-se uma 
tendência de superestimação na vazão modelada pela MLP (DEBASTIANI; SILVA; NETO, 2016). 

Outra pesquisa mostrou que os resultados alcançados com a aplicação do modelo 
Recurrent Neural Network (RNN) com a arquitetura LSTM (Long Short Term Memory) validam 
diversos estudos encontrados na literatura, os quais serviram como base para a pesquisa. Desse 
modo, os resultados demonstram que a rede neural foi capaz de capturar os padrões presentes na 
série temporal dos dados da estação meteorológica, apresentando um desempenho satisfatório 
em termos de previsão de verdadeiros positivos. Uma investigação focada na ampliação do 
intervalo de tempo da previsão pode ser benéfica para obter resultados ainda melhores com esse 
método (DONINELLI; GRZYBOWSKI; SILVA, 2020). 

Neste artigo, são exploradas as aplicações da Aprendizagem Profunda para a utilização de 
um modelo computacional que atua na previsão de precipitações (mm de chuvas) com base em 
registros históricos de estações pluviométricas no Brasil. O aperfeiçoamento desta técnica tem 
potencial para aprimorar a capacidade de previsão de chuvas e contribuir para uma gestão mais 
eficiente dos recursos hídricos. 

2 ARQUITETURAS DE APRENDIZADO PROFUNDO PARA SÉRIES TEMPORAIS 

As Redes Neurais Artificiais (RNA) consistem em ferramentas valiosas no processo de 
tomada de decisão. Elas são apontadas como instrumentos fundamentais para otimizar o 
aproveitamento dos recursos e dados disponíveis, podendo ser empregadas em problemas de 
regressão, classificação e compactação de dados. O processamento de informações realizado por 
essas redes assemelha-se ao funcionamento do cérebro humano, utilizando o princípio de 
organização de neurônios. Logo, as redes neurais artificiais são apresentadas como aliadas 
promissoras na abordagem de desafios complexos em situações práticas, destacando sua 
importância e versatilidade em diferentes contextos (PINHEIRO; AZEVEDO DOS SANTOS; PASA, 
2020). 

Diferentemente das redes neurais convolucionais (CNNs) usuais, que são projetadas para 
tarefas de categorização, as FCNs são capazes de gerar uma saída ponto a ponto que aloca 
etiquetas a cada ponto de uma figura de entrada. Isso implica que as FCNs são apropriadas para 
tarefas de divisão semântica, onde o objetivo é alocar etiquetas de classe a cada ponto da figura, 
destacando as áreas de interesse. A arquitetura FCN emprega camadas convolucionais para 
aprender representações hierárquicas de uma figura, seguidas por camadas de convolução 
transposta (também conhecidas como "desconvolução" ou "ampliação") para aumentar a 
resolução da saída e criar um mapa de divisão com a mesma resolução que a figura de entrada 
(ZHOU et al., 2016). 

A arquitetura Resnet, também conhecida como Rede Residual, tem como objetivo 
solucionar o desafio do enfraquecimento dos gradientes em redes neurais profundas. Quando 
aplicada à previsão de chuvas, a Resnet tem a capacidade de aprender representações mais 
profundas e intrincadas das séries temporais de precipitação, o que possibilita uma modelagem 
mais precisa dos padrões climáticos. A utilização de conexões residuais na Resnet permite que 
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informações relevantes fluam de maneira mais fluente ao longo da rede, ajudando a capturar 
dependências temporais e aprimorar o desempenho das previsões (HE et al., 2016). 

A estrutura ResCNN, também conhecida como Rede Neural Convolucional Residual, une os 
princípios de redes residuais com convoluções tradicionais. Essa arquitetura possibilita a 
propagação de informações residuais por meio das camadas convolucionais, aprimorando o fluxo 
de dados e evitando questões de atenuação de gradientes. No contexto do prognóstico de chuvas, 
a ResCNN é capaz de aprender a representação das séries temporais de precipitação com maior 
eficácia e apreender características pertinentes relacionadas aos padrões pluviométricos, 
resultando em previsões mais acuradas (LONG; YAN; LIANG, 2019). 

O modelo InceptionTime se fundamenta na ideia de blocos Inception, os quais viabilizam a 
extração de informações em múltiplas escalas temporais. Tal abordagem mostra-se especialmente 
vantajosa na predição de chuvas, visto que permite que a rede neural aprenda características 
presentes em diferentes períodos, abarcando desde padrões de curta duração até tendências de 
longo prazo. A arquitetura InceptionTime é capaz de capturar conexões intricadas nas séries 
temporais de precipitação, proporcionando uma representação abundante e eficiente para a 
previsão pluviométrica (SZEGEDY et al., 2015). 

A previsão meteorológica desponta como um campo amplamente explorado para a 
aplicação da análise de sequências temporais. Diversas abordagens são empregadas na resolução 
de problemas desse tipo, abarcando tanto métodos estatísticos tradicionais, como a família de 
modelos ARIMA (autoregressive integrated moving average ou média móvel integrada 
autorregressiva), quanto técnicas de aprendizado de máquina e aprendizado profundo. No 
contexto do modelo de séries temporais adotado pelo ArcGIS Learn, são utilizados backbones de 
redes neurais convolucionais de última geração especialmente adaptados a conjuntos de dados 
temporais. Entre eles, destacam-se InceptionTime, ResCNN, Resnet e FCN. O que confere 
singularidade à modelagem de sequências temporais é que, na metodologia clássica do ARIMA, 
diversos hiperparâmetros necessitam ser finamente ajustados antes da adequação do modelo, ao 
passo que, com a abordagem de aprendizado profundo atual, a maioria dos parâmetros é 
aprendida pelo modelo em si, a partir dos dados disponíveis. 

A figura 1 apresenta diagramas explicativos que descrevem de maneira didática, as quatro 
arquiteturas de redes neurais contempladas neste trabalho. 
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Figure 1: Diagramas explicativos do princípio de aprendizagem de cada arquitetura de rede utilizada no estudo. 
FCN: identifica cada pixel de uma imagem; Resnet: memória especial para lembrar informações; ResCNN: 

combinação de FCN e Resnet; InceptionTime: analisa o clima por diferentes ângulos. 

3 METODOLOGIA 

O banco de dados denominado como biblioteca HydroBR foi criado para facilitar o acesso 
às informações hidrometeorológicas das estações de monitoramento distribuídas por todo o país, 
gerenciadas e de responsabilidade da Agência Nacional de Águas e Saneamento Básico (ANA) e do 
Instituto Nacional de Meteorologia (INMET). A aquisição dos dados se dá de maneira que os 
downloads dos mesmos, inclusive os agrupados em séries históricas, são realizados 
automaticamente (CARVALHO, 2021). 

O programa utilizado tem a função de importar dados de precipitação de séries históricas 
de qualquer cidade brasileira que contenha estações de monitoramento pluviométrico. É 
fundamental destacar que a entrada de dados pelo usuário consiste somente no nome da cidade 
pretendida, sendo necessário inserir os mesmos caracteres cadastrados junto ao sistema 
HIDROWEB (ANA). Além disso, o modelo ainda identifica outras informações relativas a cada 
estação levantada, tais como o órgão responsável, as coordenadas geográficas e as datas de início 
e fim das medições de séries históricas. 

Ao usuário selecionar o município e os postos pluviométricos serem levantados, o 
programa reúne as precipitações máximas médias mensais (soma das chuvas diárias) dos 
respectivos postos e as correlaciona para identificar e aprender os padrões existentes e executar 
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a previsão das chuvas nos anos posteriores. O aprendizado profundo foi empregado nas séries 
históricas compreendidas entre 1940 e 2023 (variáveis explanatórias). Após, foram avaliadas as 
previsões dos eventos de precipitação ocorridos em três anos subsequentes, ou seja, os 36 meses 
contidos entre julho/2020 e junho/2023. 

Para avaliar a eficiência de diferentes modelos computacionais na previsão dos eventos de 
precipitação, foram testados quatro arquiteturas de Deep Learning responsáveis pelo aprendizado 
profundo do comportamento das séries temporais, sendo elas: FCN, Resnet, ResCNN e 
InceptionTime. 

Neste artigo, foi selecionado o município de Barra Mansa (Rio de Janeiro) para avaliação 
das séries históricas de precipitação de todas as estações de monitoramento pluviométrico 
disponíveis no sistema HIDROWEB. 

Para análise de séries históricas no contexto do aprendizado profundo de redes neurais 
artificiais, como as associadas a registros históricos de chuvas, foram utilizados os parâmetros 
RMSE (Root Mean Square Error), MAE (Mean Absolute Error) e R-Square (R²), os quais são definidos 
como métricas amplamente empregadas para avaliar a performance e a precisão dos modelos. 
Esses parâmetros são fundamentais para avaliar a performance e a eficácia dos modelos de 
aprendizado profundo na previsão de séries históricas. Eles permitem a comparação entre 
diferentes arquiteturas de redes neurais e auxiliam na identificação daquelas que melhor se 
adaptam aos dados analisados. 

O RMSE (raíz do erro quadrático médio) representa uma medida do desvio-padrão dos 
resíduos entre os valores reais e as previsões do modelo. Ele corresponde à raiz quadrada da média 
dos quadrados dos erros, proporcionando uma estimativa do quão bem o modelo se ajusta aos 
dados. Quanto menor o valor do RMSE, maior será o ajuste do modelo em relação aos valores 
reais. Essa métrica é particularmente sensível a erros de grande magnitude, sendo adequada para 
identificar discrepâncias significativas entre os valores reais e as previsões. 

O MAE (erro absoluto médio), por sua vez, é uma métrica que calcula a média do valor 
absoluto dos erros entre os valores reais e as previsões do modelo. Ela mensura a magnitude média 
dos erros, independentemente de sua direção. O MAE oferece uma estimativa da proximidade 
entre as previsões do modelo e os valores reais. Da mesma forma que o RMSE, quanto menor o 
valor do MAE, maior será a precisão do modelo. 

O R-Square (R² ou R-quadrado), também conhecido como coeficiente de determinação, é 
uma medida estatística que indica a proporção da variabilidade dos valores reais explicada pelo 
modelo. Ele varia de 0 a 1, sendo 0 quando o modelo não explica nenhuma variabilidade e 1 quando 
o modelo explica toda a variabilidade dos dados. O R-Square é uma medida global de ajuste do 
modelo, e valores mais próximos de 1 indicam um ajuste superior. 

A figura 2 apresenta um fluxograma das etapas do trabalho. 
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Figure 2: Fluxograma explicativo das etapas cumpridas para executar o programa. As etapas do programa foram 
submetidas a quatro arquiteturas de redes neurais: FCN, Resnet, ResCNN e InceptionTime. 

4 RESULTADOS E DISCUSSÕES 

A partir da inserção do nome da cidade na primeira etapa de processamento do programa 
(“BARRA MANSA”), o modelo é capaz de identificar automaticamente a quantidade de postos de 
monitoramento pluviométrico associados ao município digitado e suas respectivas informações 
básicas, como é possível visualizar na Figura 3. No município de Barra Mansa/RJ, existem 10 (dez) 
estações pluviométricas com dados de precipitação disponíveis, os quais variam entre o ano de 
1940 e 2023, isto é, um intervalo de 80 anos de monitoramento em pontos distribuídos pela 
cidade. 

 
Figure 3: Resultado do levantamento de postos pluviométricos situados no município de Barra Mansa/RJ. 

A coleta dos dados de precipitação máxima mensal permitiu que o programa elaborasse a 
série histórica geral dos valores máximos registrados para as chuvas do município de Barra 
Mansa/RJ. Os registros históricos máximos de chuvas, levantados a partir da lista de postos exibida 
na Figura 3, podem ser visualizados no gráfico contido na Figura 4. 
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Figure 4: Série temporal criada pelo modelo computacional, formada pelos valores máximos mensais de 

precipitação do município de Barra Mansa/RJ, entre os anos de 1940 e 2023. 

É possível exibir os resultados do treinamento utilizando o comando show_results(), que 
consiste em uma maneira de avaliar a qualidade do modelo treinado e calcular as métricas 
correspondentes. No caso de modelos de séries temporais, o comando show_results normalmente 
apresentará dois gráficos adjacentes. Nos gráficos à esquerda, são plotados os valores reais do 
terreno, enquanto nos gráficos à direita são exibidas as previsões realizadas pelo modelo após a 
aplicação do conjunto de dados de validação. Ao comparar as previsões com os valores reais ou a 
verdade absoluta, é possível obter uma indicação do desempenho do modelo treinado. Por 
exemplo, o comando model.show_results(rows=5) fornece uma comparação entre cinco valores 
alvo e suas respectivas previsões, conforme demonstrado na Figura 5. 

 
Figure 5: Valores de destino x valores de previsão, para os modelos de Deep Learning. 
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Para avaliar a quantidade de perdas em relação aos treinamentos realizados pelo 
programa, em função das bateladas processadas, obteve-se o gráfico mostrado na Figura 6. 

 
Figure 6: Quantidade de bateladas processadas na relação entre o treinamento e a validação dos dados 

analisados. 

A partir da execução do programa desenvolvido, foram testadas quatro arquiteturas de 
aprendizado profundo (InceptionTime, Resnet, FCN e ResCNN), todas adequadas para o 
processamento de séries históricas de dados. O objetivo foi identificar a correlação entre essas 
arquiteturas e elaborar um gráfico comparativo. Os principais resultados obtidos estão 
apresentados na figura 7. 

As métricas utilizadas para avaliar o desempenho das correlações nas arquiteturas testadas 
foram os seguintes: RMSE, MAE e R-Square (R-Quadrado). Os coeficientes RMSE e MAE são 
responsáveis por mensurar os erros decorrentes da comparação entre as variáveis reais e 
previstas. Em outras palavras, quanto menores forem esses valores, maior será a capacidade do 
modelo em explicar a realidade de forma eficiente. O coeficiente RMSE é particularmente útil em 
situações em que erros de grande magnitude são indesejáveis, diferentemente do MAE. A Figura 
7 mostra os resultados da aplicação das quatro arquiteturas de aprendizagem profunda na 
previsão dos eventos de precipitação de Barra Mansa/RJ, entre os anos de 2020 e 2023 (ULIANA 
et al., 2018). 

No que diz respeito ao coeficiente R-quadrado (R-Square/R²), trata-se de uma métrica 
utilizada para avaliar a distribuição dos dados em gráficos, com valores variando entre 0 e 1. Em 
outras palavras, quanto mais próximo o R² estiver de 1, melhor será o ajuste do 
modelo/arquitetura testada aos dados coletados. Em casos em que a distribuição dos pontos difere 
significativamente de uma linha horizontal, o R² pode assumir um valor negativo, sem violar os 
princípios matemáticos (ULIANA et al., 2018). 
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Figure 7: Distribuição temporal das precipitações reais e previstas entre julho/2020 e junho/2023. 

 

Table 1: Parâmetros matemáticos de avaliação do desempenho da previsão das precipitações em cada 
arquitetura. 

Arquitetura de 
Rede 

Métricas de Avaliação do Desempenho 
das Correlações 

RMSE MAE R-Square 

FCN 102,5278 76,1319 0,69 
InceptionTime 107,6426 77,6585 0,66 

ResCNN 107,9742 80,7041 0,65 
Resnet 136,5354 101,1202 0,45 

 

No contexto analisado, as séries temporais de precipitações médias máximas mensais 
apresentam um comportamento teoricamente imprevisível, conforme evidenciado pelos gráficos 
elaborados. Os valores exibidos nesses gráficos revelam padrões altamente irregulares e 
aleatórios, diferindo significativamente de linhas retas. Como resultado, todos os coeficientes de 
determinação (R²) são negativos. Devido a essa situação, quanto mais próximo de zero os 
coeficientes estiverem, melhor sucedida foi a arquitetura na previsão dos dados reais. Dessa 
forma, a arquitetura FCN também demonstrou o melhor desempenho de previsão, exibindo um R² 
de -0,05. 

Através da análise comparativa entre os parâmetros que avaliam a performance da 
previsão dos eventos de precipitação em cada uma das arquiteturas de apredizagem profunda 
aplicadas no modelo computacional, constatou-se que a arquitetura FCN apresentou os menores 
coeficientes de erro RMSE (102,5278) e MAE (76,1319), assim como o maior coeficiente R-Square 
(0,69), na análise dos dados de precipitação. 
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5 CONCLUSÃO 

O modelo computacional utilizado e sua metodologia de processamento de dados estão 
em estágio inicial. No entanto, ao longo do tempo, pretende-se demonstrar que as técnicas de 
Deep Learning associadas à previsão de séries históricas e variáveis hidrometeorológicas têm o 
potencial para oferecer resultados ainda mais coerentes e satisfatórios na previsão de 
precipitações. 

A RNA (Redes Neurais Artificiais) apresentou resultados promissores na previsão de chuvas 
no município de Barra Mansa/RJ. No entanto, é válido salientar que os valores extremos de 
precipitação real, traduzidos pelos picos de chuva contidos na figura 7, não foram previstos pelas 
arquiteturas avaliadas. Em geral, estes dados mais discrepantes são mais problemáticos na 
previsão do comportamento de dados, visto que se apresentam distantes dos padrões aprendidos 
pelo programa. Destaca-se as diferentes arquiteturas de RNA empregadas e as análises estatísticas 
realizadas para avaliar o desempenho dessas redes. Foram utilizadas diversas arquiteturas de 
redes neurais artificiais associadas ao Deep Learning, para avaliar as previsões de dados de 
precipitação ao longo do tempo e determinar sua eficiência. As arquiteturas de Deep Learning 
incluíram InceptionTime, Resnet, ResCNN e FCN, nas quais o modelo FCN resultou nos melhores 
coeficientes que representam a performance de precisão na previsão das chuvas, com base nos 
dados reais e previstos pelo programa. 

Essas análises foram aplicadas aos dados pluviométricos de Barra Mansa/RJ, abrangendo o 
período de 1940 e 2023. Porém, podem ser aplicados em qualquer cidade brasileira contemplada 
nos registros históricos do HIDROWEB (ANA). Foram considerados três coeficientes de avaliação 
do desempenho das correlações nas arquiteturas testadas: RMSE, MAE e R-Square. 

Devido ao melhor desempenho em termos de previsão de dados, a aplicação da 
aprendizagem profunda na arquitetura FCN apresentou os menores coeficientes de erro, tanto 
MAE (76,1319) como RMSE (102,5278). Além disso, foi observado o maior valor de R-Quadrado 
(0,69) dentre as arquiteturas testadas, indicando um bom desempenho na previsão dos dados reais 
para os anos de 2020 a 2023. 
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